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概要 

概要 
本研究の問い　　可逆神経網は十分な表現力を持つか? 
問いの重要性　　モデルの表現力保証はその実応用において重要な理論的土台.   
主結果　　　　　カップリングに基づく可逆神経網は万能近似器.

本研究はNeurIPS2020に採択され, Oral発表に選出された.  
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2本研究の全体像

問い

問いの重要性

可逆神経網(INN)は十分な表現力を持つか?

• モデルの表現力保証は実応用において重要 
• 広い応用を持つにも関わらずINNには表現
力保証が無い場合が多かった

主結果 カップリングに基づくINNは非常に単純
な構造ながら万能近似器

「カップリングに基づくINN」は可逆関数や確率分布を表現す
るモデルとして十分な表現力を持つ

メッセージ



3構成

Part 2 
結果の詳細

Part 3 
証明の詳細

注意

本研究の内容はarXiv: 2006.11469にまとめられている.  本スライドの

定義等の正確な表記については   Sec. ?として論文の箇所を明記する.  

Part 1 
研究の概略
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• 本研究の分析対象のモデルとリサーチクエスチョン

Part 1 
研究の概略

Part 2 
結果の詳細

Part 3 
証明の詳細



= arXiv: 2006.11469

CF-INN=カップリングに基づく可逆神経回路網

カップリングフローの特徴: 一部の成分をそのまま次の層へ渡す.  

5カップリングに基づく可逆神経回路網

es

t

Ψs,t (x , y ) = ( x
y es(x) + t (x ))

例（カップリングレイヤー）

定義
可逆神経回路網 (invertible neural network, INN)とは 

アフィン変換層と「可逆フロー」層の有限個の合成のこと

Sec. 2.1

[DKB14, PNRML19, KPB19] Sec. 2.1



= arXiv: 2006.11469

問い

CF-INNsは十分な表現力を持つか？

問い

CF-INNsの使途
• 確率分布の近似 (normalizing flow).

Sec. 1

μ
ν

(g1)*μ
(g2)*μ

(g3)*μ

[KD18]

[DSB17]
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• 可逆写像の近似 (特徴抽出 & 特徴操作).



= arXiv: 2006.11469

問いへの答え

はい.
答え
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CF-INNsは十分な表現力を持つか？

問い



Part 2

• 主結果の紹介とその意味について
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Part 1 
研究の概略

Part 2 
結果の詳細

Part 3 
証明の詳細



= arXiv: 2006.11469

「表現力」とは

-( -)万能近似器とは近似対象関数
を( -( -)ノルムの意味で)、与えら
れたコンパクト集合上で任意精度で近
似できるモデルのこと

sup Lp

sup Lp

定義

表現力 = 万能近似能力 (Universality)

本研究で考える近似対象 𝒟2 Sec. 3.1

Sec. 2.2

𝒟2

f

g

K

< ε

滑らかな から への可逆写像の集合 
↑ かなり大きい

ℝd ℝd

ℝd
C2

...and more

[C89,HSW89]

{ℝd上の微分同相}
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= arXiv: 2006.11469

主結果1: CF-INNは万能近似器
定理

応用

あるINNモデルが 

に対する - ( -)万能近似器 

 に対する - ( -)万能近似器

𝒮∞
c sup Lp

⟹ 𝒟2 sup Lp

𝒟2

この定理から既存のCF-INNモデルである 

• Sum-of-squares polynomial flow (SoS) 

• Deep sigmoidal flow (DSF) 

が に対する -万能近似器であることが従う 
↑ [JSY19, HKLC18]で示された結果よりずっと強い表現力保証

𝒟2 sup

Sec. 3.1, Theorem 1

[JSY19]

[HKLC18]
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𝒮∞
c

具体的

一般的
𝒟2

𝒮∞
c := {τ : τ(x, y) = (x, t(x, y))}

𝒮∞
c := {τ :コンパクト台 τ(x, y) = (x, u(x, y))}



= arXiv: 2006.11469

アフィンカップリングフロー(ACF)
定義

(単成分) アフィンカップリングフロー (ACFs) とは次式で定義
されるカップリングフローの1種:

Ψs,t(x, y) := (x, es(x)y + t(x))

Sec. 2.1

ACFの重要性について

• 広範な応用 
- 生成モデル [DSB17,KD18,OLB+18,KLSKY19,ZMWN19] 

- 確率的推論 [BM19,WSB19,LW17,AKRK19] 

- 半教師付き学習 [IKFW20] 

- 転移学習 [TSS20] 

• 最も簡便なカップリングレイヤー 
→ACFの理論保証は、より複雑なカップリング層にも自動的に適用

[DKB14,DSB17,KD18]

[DSB17]
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= arXiv: 2006.11469

主結果2:  ACFは -/分布 万能近似器Lp

定理

定理の系
•もしあるINNのフロー層がACFを特別な場合として含めば, その
INNは ( -/分布)万能近似器である 

•ACF-INNの分布近似能力に関する未解決問題を肯定的に解決

Lp

Sec. 3.2, Theorems 2, 3
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ACFに基づく可逆神経回路網は に対する -万能近似器である. 
さらに, そこから分布万能近似器であることも従う.

𝒟2 Lp

μ
ν

(g1)*μ
(g2)*μ

(g3)*μ

定義
あるモデルが分布万能近似器であるとは所与の分布を別の任意
の分布に（弱収束の意味で）任意に近づけられること

   

 (弱収束)

(gn)*μ ⟶
n→∞

ν

Sec. 2.2
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• 主結果1の証明の概略

Part 1 
研究の概略

Part 2 
結果の詳細

Part 3 
証明の詳細



主結果1の証明の概略

  (flow endpoints)∃h1 ∘ h2 ∘ ⋯

  (nearly s)∃g1 ∘ g2 ∘ ⋯ Id

   (置換と )τ1 ∘ σ1 ∘ ⋯ 𝒮∞
c

  (  & コンパクト台 -微分同相)∃W ∘ h Aff C2

:  近似対象,   :  コンパクトf ∈ 𝒟2 K ⊂ Uf

f |K

微分同相群の構造定理

 をより単純な関数に分解f |K

14

Sec. 4



15まとめ

問い

問いの重要性

可逆神経網(INN)は十分な表現力を持つか?

• モデルの表現力保証は実応用において重要 
• 広い応用を持つにも関わらずINNには表現
力保証が無い場合が多かった

主結果 カップリングに基づくINNは非常に単純
な構造ながら万能近似器

「カップリングに基づくINN」は可逆関数や確率分布を表現す
るモデルとして十分な表現力を持つ

メッセージ
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